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概 要
KL-divergence のある種の一般化である Bregman divergence (U-divergence）を用いるこ

とによって boostingアルゴリズムを包括的に捉え，その幾何学的意味を考えるための方法論を
紹介する．

1 はじめに
近年，インターネットの急速な広がりにより大量のデータの収集あるいは共有が可能となり，また
計算機の性能向上によってこうした大規模データを高速に処理することも現実的となり，実世界の
膨大なデータを効率の良く正確に処理する要請が強まっている．こうした情勢を予見してか，90年
代以降判別やパタン認識の分野では様々な新しいアイデアが提案されてきた．その中でも boosting
アルゴリズムは特筆すべきもののひとつとして挙げられるであろう．そもそもの出発点は Kearns
and Valiant (1988)による

ランダムな判別 (random guess)よりちょっとだけ賢い程度の弱学習器を，いくらでも
正確な強学習器に増強 (boost)することはできるだろうか？

という問い掛けであったが，それに対して最初に肯定的な回答を示したのが Schapire (1990) であ
る．実は 80年代に盛んであったニューラルネットワークなどの並列分散処理の研究の中でも，集
団学習 (ensemble learning, modular learning)という考え方はあり，様々な形で最適化の逐次化，
分割などが提案され，その性能が解析されていた．しかしながら，その方法が主に学習器の構造に
依存したヒューリスティクスにもとづいていたため，一般的な学習の枠組に広がることはなかった
と思われる．一方，boostingは Freund and Schapire (1997); Schapire et al. (1998) をはじめとし
てしっかりした理論的背景をもって，なおかつ一般的な枠組で研究されたため，その地位を堅固な
ものとして成功を収めることができたといえるのではないだろうか．
本稿では，boostingアルゴリズムを統計的に定式化し，そのアルゴリズムの背後にある幾何学
的構造を明らかにすることを目的とする．これは Lebanon and Lafferty (2001)によって指摘され
た考え方を基礎とするが，より一般的な枠組で扱うために，KL-divergenceをその特殊な形として
含む Bregman divergenceを導入する．判別問題の学習を，Bregman divergenceを擬距離関数と
して用いた条件付測度の空間における推定問題として捉え，アルゴリズムの意味を情報幾何的な観
点 (Amari, 1985; Amari and Nagaoka, 2000) から考察することを試みる．

2 U-Boostアルゴリズム
本稿で考えるのは，特徴量 x ∈ X に対して対応するラベル y ∈ Y を予測する判別問題である．
判別器はできるだけ一般的なものを考えるため，xに対して全てのラベルの集合 Y の部分集合 C
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を返す集合値関数 h

h : x ∈ X 7→ C ⊂ Y (1)

を考える．また，判別器 hに対して決定関数

f(x, y) =

1, if y ∈ h(x),

0, otherwise,
(2)

を定義しておく．複数の判別器を用いた多数決判別器は，決定関数の線形結合を用いて

H(x) = arg max
y∈Y

T∑
t=1

αtft(x, y) (3)

により定義される．このとき，単調増加な凸関数 U を用いて U -Boostは以下のように定義される．

U-Boost algorithm

入力: n個の例題集合 {(xi, yi);xi ∈ X , yi ∈ Y, i = 1, . . . , n}.

初期化: 分布 D1(i, y) = 1/n(|Y| − 1) (i = 1, . . . , n) および結合決定関数 F0(x, y) = 0.

繰り返し: t = 1, . . . , T

step 1: 分布Dt のもとでの決定関数 f (判別器 h)の誤差を

εt(f) =
n∑

i=1

∑
y 6=yi

f(xi, y) − f(xi, yi) + 1
2

Dt(i, y)

で定義する．決定関数の集合F から，この誤差を最小化するもの (実際には最小値
を達成しない近似解でよい)を 1つ選ぶ．

ft(x, y) = arg min
f∈F

εt(f).

step 2: 信頼度 αt を以下の式で計算する．

αt = arg min
α

n∑
i=1

∑
y∈Y

U
(
Ft−1(xi, y)−Ft−1(xi, yi)+α (ft(xi, y) − ft(xi, yi))

)
.

step 3: 結合決定関数 Ft と分布Dt を更新する．

Ft(x, y) = Ft−1(x, y) + αtft(x, y),

Dt+1(i, y) ∝ U ′ (Ft(xi, y) − Ft(xi, yi)) , ただし
n∑

i=1

∑
y 6=yi

Dt+1(i, y) = 1.

出力: 多数決判別器を構成する．

H(x) = arg max
y∈Y

FT (x, y) = arg max
y∈Y

T∑
t=1

αtft(x, y).
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関数 U が指数関数の場合に step 2と 3はそれぞれ

step 2: αt =
1
2

log
1 − εt(ft)

εt(ft)
, step 3: Dt+1(i, y) ∝ exp{Ft(xi, y) − Ft(xi, yi)}

となり，上記のアルゴリズムは AdaBoostに帰着される．このため U -Boostは AdaBoostの一般
化であると考えることができる．
このアルゴリズムは最適化の観点から見ると，関数 U で定義される結合決定関数 F に関する損
失関数

LU (F ) =
1
n

n∑
i=1

∑
y∈Y

U(F (xi, y) − F (xi, yi))

を逐次的に最小化していると考えることができる．また，どんな関数 U に対しても，選択された
決定関数と次時刻の誤差との間には

εt+1(ft) =
1
2

(∀t = 1, 2, . . . , T − 1)

という関係が成り立つ．これは時刻 tにおいて選ばれた決定関数 ftが，更新された分布Dt+1のも
とでは正答率が 0.5，すなわちランダムな判別と性能的には同等になることを意味している．言い
換えると，1つ前に選ばれた判別器が最も不得意となるように分布の更新が進むことを意味してい
る．以下では，こうしたアルゴリズムの特徴付けが統計的・情報幾何的な観点からどのような意味
を持っているのかを考えていく．

3 有限測度の空間とBregman Divergence

判別問題を統計的な枠組で取り扱うために，条件付確率の空間

P =
{

m(y|x)
∣∣∣ ∑

y∈Y
m(y|x) = 1 (a.e. x)

}
(4)

と，それを含むより広い正値の条件付測度の空間

M =
{

m(y|x)
∣∣∣ ∑

y∈Y
m(y|x) < ∞ (a.e. x)

}
(5)

を定義しておく．統計の問題では P の中にモデルを設定して推測を行うのが一般的であるが，後
述するように boostingではモデルをMの中に広げてアルゴリズムを構成していると考えること
ができ，これがその特徴のひとつとなっている．
次に空間Mの 2点の距離 (擬距離)を測るために，M上の Bregman divergenceを定義する．

定義 1 (Bregman divergence). U を R上の狭義凸関数とする．導関数 u = U ′は単調関数であり，
逆関数 ξ = (u)−1が存在することに注意する．Mの 2つの点 p(y|x)，q(y|x)に対し，µ(x)のもと
での Bregman cross-entropyを

HU (p, q; µ) =
∫
X

∑
y∈Y

{U(ξ(q(y|x))) − p(y|x)ξ(q(y|x))}µ(x)dx (6)

で定義し，pから qへの Bregman divergence を 2つの cross-entropyの差として

DU (p, q; µ) = HU (p, q;µ) − HU (p, p; µ) (7)

で定義する．
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tangent at ξ(p)

ξ(p) ξ(q)

U(ξ(p))

U(ξ(q))

d(ξ(p), ξ(q))

p(ξ(q) − ξ(p)) + U(ξ(p))

U : R → R, convex
u = U, ξ = (U ′)−1

DU =
∫
X

∑
Y d(ξ(p), ξ(q))µ(x)dx

図 1: Bregman divergence.

図 1は，2つの測度 pと qの差が関数 U により測られる様子を直観的に示したものである．ここ
で用いた Bregman divergenceの定義は逆関数 ξによる変換を含むため通常の定義より繁雑となっ
ている．これは cross-entropyの第 2項を関数 pで重み付けた和とすることによって，pが経験分
布となっても計算できる形にするためである．
さて Bregman divergenceの正値性から任意の p,qに対して

HU (p, q; µ) ≥ HU (p, p; µ)

が成り立つので，pを固定したときの qに関する Bregman divergenceの最小化は cross-entropyの
最小化と等価である．

arg min
q

DU (p, q; µ) = arg min
q

HU (p, q; µ). (8)

これは KL-divergenceの最小化と最尤推定の関係と同じであることに注意する．
最後に，与えられた例題 {(xi, yi); i = 1, . . . , n}に対して経験分布を次のように定義する．

条件付: p̃(y|x) =

I(y = yi), if x = xi,

1
|Y| , otherwise,

周辺: .µ̃(x) =
1
n

n∑
i=1

δ(x − xi).

ここでは簡単のため，1つの特徴量に対して 1つのラベルのみが例題として与えられる consistent
data assumption (Lebanon and Lafferty, 2001)を課しているが，一般化は容易である．これらの経
験分布を用いると，与えられた例題に対してある条件付測度の集合Qの中で Bregman divergence
の意味で最適な測度は

q̃ = arg min
q∈Q

HU (p̃, q; µ̃) = arg min
q∈Q

1
n

n∑
i=1

[∑
y∈Y

U(ξ(q(y|xi))) − ξ(q(yi|xi))
]

(9)

で与えられる．

4 ピタゴラスの定理と直交葉層化
次に，空間Mの中の点の擬距離を Bregman divergenceを用いて決めた場合に，重要となる性
質をまとめておく．まず，3つの点に関する最も基本的な定理を述べる．
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D(p, r)

D(p, q)

D(q, r)

p q

r

p − q

ξ(r) − ξ(q)

図 2: Bregman divergenceにおけるピタゴラスの定理．

定理 1 (ピタゴラスの定理). Mの中の 3点 p, q, r を考える．もし p − q と ξ(r) − ξ(q) が µ の
もとで直交する

〈p − q, ξ(r) − ξ(q)〉µ =
∫
X

∑
y∈Y

(p(y|x) − q(y|x)) (ξ(r(y|x)) − ξ(q(y|x)))µ(x)dx = 0

のであれば，以下の関係が成り立つ．

DU (p, r; µ) = DU (p, q; µ) + DU (q, r; µ) (10)

ここで直交性の定義のために用いられる p − q と ξ(r) − ξ(q)という表現に注意しておく．この
表現から自然に導かれる性質の良い 2つの部分空間が次のように定義される．

定義 2 (U -平坦部分空間). 1点 q0 ∈ Mと，Λを有限の添字の集合とする決定関数の集合 F =
{fλ(x, y);λ ∈ Λ} を用いて

QU (q0,F) =
{

q ∈ M
∣∣∣ q(y|x) = u

(
ξ(q0(y|x)) +

∑
λ∈Λ

αλfλ(x, y)
)
, αλ ∈ R

}
(11)

で定義される条件付測度の集合を U -平坦部分空間と呼ぶ．

定義 3 (m-平坦部分空間). 1点 p0 ∈ Mを通りQU に垂直なMの部分空間

T (p0, µ,F) =
{

p ∈ M
∣∣∣ ∫

X

∑
y∈Y

(p(y|x) − p0(y|x))fλ(x, y)µ(x)dx = 0, ∀λ ∈ Λ
}

=
{

p ∈ M
∣∣∣ 〈p − p0, fλ〉µ = 0, ∀λ ∈ Λ

}
(12)

をm-平坦部分空間と呼ぶ．

U -平坦部分空間は別の書き方をすれば

ξ(q) − ξ(q0) =
∑
λ∈Λ

αλfλ(x, y)

となり，ξ で変換された条件付測度がアフィン空間となっていることを表している．一方m-平坦
部分空間は F を法線方向とするMの中のアフィン部分空間である．またこれら 2つの部分空間
は q∗ をはさんで，図 3 に示すような関係にあることに注意する．
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図 3: QU と T の幾何学的な関係．

U-flat

m-flat m-flat

Q

T (q)
T (q′)

p

q′

q

図 4: Bregman divergence から導かれる直
交葉層化．

図 3の関係を繰り返し用いると，図 4のようにMを QU に直交するm-平坦部分集合で分割す
ることができる．∪

q∈QU

T (q) = M,

T (q) ∩ T (q′) = φ, if q 6= q′.

個々の部分空間 T (q)は葉と呼ばれ，分割 {T (q); q ∈ QU}は直交葉層化と呼ばれる．このとき，葉
T (q)に含まれる任意の点から Bregman divergenceの意味で最も近い QU 上の点は，T (q)と QU

の交点となる．この関係を用いると，次の 2つの最適化問題が等価な解を与えることを示すことが
できる．

定理 2. pに関する最適化問題

q0 を固定して p ∈ T (p0) に関して DU (p, q0; µ) を最小化 (13)

と，qに関する最適化問題

p0 を固定して q ∈ QU (q0) に関して DU (p0, q;µ) を最小化 (14)

は，QU と T の交点

q∗ = arg min
p∈T

DU (p, q0; µ) = arg min
q∈QU

DU (p0, q;µ), (15)

を同じ解として与える．

この関係は図 5のようにまとめられる．この関係，および divergenceと cross-entropyの最小化
の同値性から，モデルQU の中で経験分布 p̃に最も近い点を求める，すなわちHU (p̃, q; µ̃)を最小
とする qを求める最適化問題は，経験分布を含む性質の良いm-平坦な部分空間と U -平坦なモデル
の空間の交点を求める問題に帰着される．

5 判別のためのモデル
最後に，条件付確率を用いて判別規則を決める問題が，確率とは限らない条件付測度の空間での
探索を用いて解かれる仕組みについて説明する．これは次に述べる判別規則の不変性を用いる．
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T

Q

p̃

q0

q∗
m-flat

U-flat

m-projection

U-projection

図 5: U -Boostアルゴリズムにおける 2つの最適化問題の幾何学的解釈．

シフト不変性: b(x)を任意の xの関数とする．u(ξ(q) − b)に基づく判別規則は qに基づく判別規
則と同等である．

arg max
y∈Y

ξ(q(y|x)) = arg max
y∈Y

{ξ(q(y|x)) − b(x)}

スケール不変性: c(x)を任意の xの正値関数とする．c(x)q(y|x)に基づく判別規則は q(y|x)に基
づく判別規則と同等である．

arg max
y∈Y

ξ
(
c(x)q(y|x)

)
= arg max

y∈Y
ξ
(
q(y|x)

)
この 2つの不変性により，直接確率を表していない条件付測度を用いても一致性のある判別が可
能となる．アルゴリズムを構成する上で重要なのは主に前者で，直観的にはアルゴリズムにとって
都合良く b(x)を選べば良いことになる．実際 f̃ を

f̃t(x) =
∑
y∈Y

p̃(y|x)ft(x, y) =

ft(xi, yi), if x = xi,

1
|Y|

∑
y∈Y ft(x, y), otherwise.

で定義し，F = {ft(x, y) − f̃t(x); t = 1, . . . , T} から構成されるモデル

Qemp
U (q0,F) =

{
q ∈ M

∣∣∣ ξ(q(y|x)) = ξ(q0(y|x)) +
T∑

t=1

αt

(
ft(x, y) − f̃t(x)

)}
. (16)

が重要となる．これは bを

b(x, α) =
T∑

t=1

αtf̃t(x),

としているモデルである．このモデルは経験分布 p̃に依存してしまうが，これに直交するm-平坦
部分空間

T (q) =
{

p ∈ M
∣∣∣ 〈p − q, ft − f̃t〉µ̃ = 0, ∀t

}
, q ∈ Qemp

U (17)

は非常に単純な構造を持ち，特に ξ(q0) = 0としたとき，HU (p̃, q; µ̃)を F = ξ(q)に関して書き直
した損失関数は

Lemp
U (F ) =

1
n

n∑
i=1

∑
y∈Y

U
(
F (xi, y) − F (xi, yi)

)
(18)
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となる．ここから AdaBoostをはじめとする様々なアルゴリズムを含む一般形が導かれる．
なお統計的に重要なもうひとつのモデルは，条件付確率分布を考える次のモデルである．

Qnorm
U (q0,F) =

{
q ∈ P

∣∣∣ ξ(q(y|x)) = ξ(q0(y|x)) +
T∑

t=1

αtft(x, y) − φ(x,α)
}

(19)

ここで φは
∑

y∈Y q(y|x) = 1とするための正規化因子であり，前節の意味ではこのモデルは厳密
に平坦ではない．この場合 F の損失関数を書き下すと

Lnorm
U (F ) =

1
n

n∑
i=1

∑
y∈Y

U
(
F (xi, y) − φ(xi,α)

)
−

{
F (xi, yi) − φ(xi, α)

} (20)

となり，一般には φを含んだ非線形最適化が必要となる．LogitBoost(Friedman et al., 2000) はこ
の特殊な場合となっている．

6 U-Boostの幾何学的解釈
以上の考察を踏まえ，U -Boostアルゴリズムを幾何的に書き直してみよう．

U-Boost algorithm

入力: n個の例題集合 {(xi, yi);xi ∈ X , y ∈ Y, i = 1, . . . , n}

初期化: q0(y|x) (通常，簡単のため ξ(q0) = 0 とする)

Do for t = 1, . . . , T

step 1: ft − b′t ができるだけ qt−1 − p̃と同じ方向を向くように判別器 ht を選ぶ．

maximize 〈qt−1 − p̃, ft − b′t〉µ̃

step 2: 1次元のモデル

Qt =
{

q
∣∣∣ ξ(q(y|x)) = ξ(qt−1(y|x)) + αft(x, y) − bt(x, α), α ∈ R

}
と，その直交葉層化 {T (q); q ∈ Qt}を構成し，経験分布 p̃を含む葉とQtの交点か
ら αt を求める．このとき αt は以下を満している．

αt = arg min
q∈Qt

n∑
i=1

∑
y∈Y

U
(
ξ(q(y|xi))

)
− ξ(q(yi|xi))

 .

step 3: qt を更新する．

qt(y|x) = u
(
ξ(qt−1(y|x)) + αtft(x, y) − bt(x, αt)

)
出力: 多数決判別器を構成する．

H(x) = arg max
y∈Y

T∑
t=1

αtft(x, y)
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Qt+1

Qt

Tt+1

Tt

p̃

qt−1

qt+1

qt ft+1 − b′
t+1

ft − b′
t

図 6: U -Boostアルゴリズムの幾何学的な解釈．

時刻 t + 1(tではなく t + 1としていることに注意)の探索においては，step 1で用いる qt − p̃と
直交する方向がランダムな判別の空間となる．qtはQtの中で p̃に最も近く，qtにおけるQtの接
空間は qt − p̃と直交している．このため ft(正確には ft − b′t)は時刻 t + 1においてはランダムな
判別の空間に含まれ，

εt+1(ft) =
1
2

(∀t = 1, 2, . . . , T − 1)

が成り立つことになる．以上の幾何学的な解釈を図 6にまとめておく．

7 おわりに
本稿はMurata et al. (2004) で扱った内容の概略を紹介したものである．本稿では紹介しきれな
かったが，ここで述べたような統計的な枠組で扱うことによって，一般的な boostingアルゴリズム
の一致性，有効性，頑健性といった性質を統一的に扱うことができる．例えばBregman divergence
の基本的な性質を用いると，どのような凸関数を用いても一致性を示すことができるので，適切な
条件のもとで例題の数が十分多ければアルゴリズムは最適解に収束していくことが保証される．で
は凸関数の選択は何に影響するかと言えば，収束の速さを決める有効性であったり，外れ値やノイ
ズに対する頑健性であったりする．これらを統一的に扱うことによって初めて凸関数の性質を比較
することが可能となる．

Murata et al. (2004) の他にも，一致性の条件を詳しく議論した Zhang (2004); Bartlett et al.
(2006); Tewari and Bartlett (2007) や，凸関数 U とノイズの関係を詳しく議論した Takenouchi
et al. (2008)があるので，興味のある方はこれらも参照して戴きたい．またBregman divergenceに
ついては，ベイズ統計とゲーム理論との関連からその特徴付けを行う研究 (Grünwald and Dawid,
2004) などもあり，機械学習や統計においてその重要性が認識されつつあることを付記しておく．
なお boostingに関連する論文については，本稿ではあまり多くの論文を引用することはできな
かったが，Murata et al. (2004) の参考文献表などを参照して戴きたい．
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