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課題

問題背景
⚫ インフラ・製造分野で設備の監視システムが普及
⚫ 大量の時系列波形データが収集可能になった
⚫ インフラ設備や製造装置は殆ど正常に稼働

• 正常データの収集：容易
• 異常データの収集：困難

課題内容
⚫ 入力：正常な時系列データセット
⚫ 出力：未知の時系列データの異常度スコアを出力する関数（ア

ルゴリズム）



方針

1. 正常な時系列データを基に、特徴量ベクトルを出力
• サブグループAでは、MiniRocketが良かった

2. 特徴量ベクトルを基に、各データの異常度スコアを出力
• LOF (Local Outlier Factor)

• Isolation Forest

• One Class SVM (Support Vector Machine)

3. AUCを用いて、異常度スコアの「相応しさ」を評価

※コードの大部分は生成系AI (Microsoft Copilot) を用いて作成



データセットの観察（Trace）

正常 異常

大きな波が出現

比較
青:正常
赤:異常



データセットの観察（Wafer）

正常 異常

Gibbs現象に
似た波形が出現



データセットの観察（FaultDetectionB）

正常 異常① 異常②



データセットの観察

• 【画像】Trace，Wafer，FaultDetectionBの波形の例

• Trace →突然大きな波

• Wafer →Gibbsの現象のような振動

• FaultDetectionB →？？？

• Trace，Waferの波形の観察から「“定常状態”の中に突然大きな
波が現れる」という共通の特徴を見出した．



特徴量の検討

• 「値の大きな変化」を捉えたい

→（連続曲線であれば）微分に着目する

• 今回の波形データは「離散曲線」

⇨“差分”に注目すれば特徴を抽出できるのでは？

具体的には・・・

隣接する2点 𝑥𝑡，𝑥𝑡+1 の値の差に注目するのはどうか



差分の観察

• “異常な波”の現れる部分では差分が大きくなる

• 原始的だが，差分が大きくなる箇所の個数を数えてみるのは？

⇨ノイズが多く，大きさを決める閾値の設定が難しそう…

差分のプロット（正常） 差分のプロット（異常）



ノイズ除去の試み

• 検討した手法
• 3点 𝑥𝑡，𝑥𝑡+1，𝑥𝑡+2 の平均を繰り返しとる（上図）．

• 軟化子（の離散バージョン）を用いる．

• 問題点

Waferに見られるGibbs現象のような振動も消えてしまう（下図）．

→ノイズ除去は，微小な振動が重要な場合への適用が難しそう．



差分に着目した特徴量抽出

⚫各時系列データは一次元
(𝑥1, 𝑥2, … , 𝑥𝑛)

⚫隣接する2項を抜き出して、二次元ベクトルの列を作る
( 𝑥1, 𝑥2 , 𝑥2, 𝑥3 , … , 𝑥𝑛−1, 𝑥𝑛 )

⚫これを基に特徴量を抽出
• 平均、変化量、相関係数、範囲など全部で14個→14次元のベクトル

• サンプルコード（最大値・最小値を用いた2次元のベクトルを使用）
よりも良い結果が出た

⚫差分に着目すると良い結果が出そう!



MiniRocket

• MINImally RandOmized Convolutional KErnel Transformation
• Dempster et al. (2021)

• https://doi.org/10.1145/3447548.3467231

• ROCKETを高速にしたもの

• 9996次元の特徴量ベクトルを作る
• 9次元のカーネルで畳み込み
• ある値(bias)より大きい成分

の割合(PPV)が特徴量
• カーネルは84種類
• biasの選び方が複数
• 何個おきに畳み込むか

(dilation)の選び方が複数

• 全部で9996個の特徴量
出典: https://www.aeon-toolkit.org/en/stable/examples/classification/convolution_based.html



異常度スコアの割当

• データごとに、特徴量ベクトルができあがった

• 他の特徴量ベクトルから「離れた」
ものは異常度が高いと判断

• 「離れた」の基準は複数ある
• LOF

• Isolation Forest

• One Class SVM

• 右図はLOFのイメージ図

    (赤い点の異常度スコアが高くなる)

局所密度 高 ⇒ 正常

局所密度 低 ⇒ 異常



結果

• 上から順に
• LOF(青)

• Isolation Forest(緑)

• One Class SVM(黄)

• 異常データ: 高いスコア

• 正常データ: 低いスコア
だと嬉しい

訓練・正常

テスト・正常 テスト・異常

Waferデータセットの場合



評価

• AUC(Area Under the Curve)
• テストデータから、正常と異常のペアをランダムにとる

• 「正常データの異常度スコア<異常データの異常度スコア」の割合

• 0から1までの値をとる（1が最良）

• LOF, Isolation Forest, One Class SVMの順に良かった
• LOFは、MiniRocketを使う前の方法（一度2次元ベクトルの列を作っ

て、そこから14個の特徴量を抽出）よりも良かった
• MiniRocket + LOFのAUC: 0.9919

• 2次元ベクトルの列を作る方法 + LOFのAUC: 0.9648

Waferデータセットの場合



考察

• 9次元のカーネルは、何らかの意味で「差分」としての情報を
もっている?
• 例えば、カーネル(−1, 1)との畳み込みは差分そのもの

• 1階の差分（変化の割合）だけでなく、2階の差分（凹凸）、さらにそ
れ以上の回数の差分の情報をもっている?

• 「何個おきに畳み込むか」を変えて複数個の特徴量を作っている
• 小さい周期も大きい周期も捉えられている?

• ノイズを「ならす」ために、3点でデータの平均をとる（積
分・和分に対応）アイデアは?
• 畳み込みによって、ノイズを「ならす」事にも成功している?
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全体像

Python モジュール “tsfresh” を用いて時系列データから800個程度の特徴量を抽出.

① “散らばり” に基づく方法 ② 深層学習に基づく方法

特徴量の"散らばり"に基づく特徴選択.  

特徴空間において,
Local Outlier Factor (LOF) を適用. 

AUCを用いた分類性能の評価. 

Auto Encoder. 

* 異常検知のための多変量解析手法



“tsfresh” による特徴量の計算

tsfresh: 時系列データから大量の意味のある特徴量（特徴統計量）を自動で計算するライブラリ. 

計算される特徴量の例: 時系列データの平均

最大値 / 最小値

1

𝐿
෍

𝑡=1

𝐿

𝑥𝑖,𝑡

max 𝑥𝑖,𝑡 ; 𝑡 = 1, … , 𝐿

フーリエ変換の係数

“スパイク” の数 #{𝑥𝑖,𝑡 ; 𝑥𝑖,𝑡−1 < 𝑥𝑖,𝑡 > 𝑥𝑖,𝑡+1}

෍

𝑡=1

𝐿

𝑥𝑖,𝑡 ⋅ exp −2𝜋𝑖 ⋅
𝑘𝑡

𝐿

など, およそ800個の特徴量を網羅的に計算. 

𝒙𝑖
(input)

∈ ℝ𝐿

𝒙𝑖
(tsfresh)

∈ ℝ𝑑

𝑥𝑖,𝑡 : 𝒙𝑖
(input)

の𝑡-成分

：
：

* ただし, 欠損および定数は除去. 



id 特徴量 1 特徴量 2 ・・・
特徴量
𝒅 − 𝟏

特徴量𝒅

1 𝑥1,1
(tsfresh)

𝑥1,2
(tsfresh) ・・・ 𝑥1,𝑑−1

(tsfresh)
𝑥1,𝑑
(tsfresh)

2 𝑥2,1
(tsfresh)

𝑥2,2
(tsfresh) ・・・ 𝑥2,𝑑−1

(tsfresh)
𝑥2,𝑑
(tsfresh)

： : ： ・・・ : :

𝑛 − 1 𝑥𝑛−1,1
(tsfresh)

𝑥𝑛−1,2
(tsfresh) ・・・ 𝑥𝑛−1,𝑑−1

(tsfresh)
𝑥𝑛−1,𝑑
(tsfresh)

𝑛 𝑥𝑛,1
(tsfresh)

𝑥𝑛,2
(tsfresh) ・・・ 𝑥𝑛,𝑑−1

(tsfresh)
𝑥𝑛,𝑑
(tsfresh)

“tsfresh” による特徴量の計算 (イメージ)

𝑛 個 ：
：

𝒙𝑖
(input)

∈ ℝ𝐿 𝒙𝑖
(tsfresh)

∈ ℝ𝑑



サブグループB - ①
① “散らばり” に基づく方法

(実装はChatGPTを参考にした)



① “散らばり” に基づく方法

本手法では

正常データの “散らばり” が小さい特徴量が特徴をよく表しているのではないか？

という考えに基づいた特徴抽出を試みる. 

各特徴量の “散らばり” を次で測ることを考えた: 

1. 分散

2. 変動係数

ො𝜎𝑗
2 ≔

1

𝑛
෍

𝑖=1

𝑛

𝑥𝑖,𝑗 − ҧ𝑥𝑗
2

𝑥𝑖,𝑗 : 𝒙𝑖
(tsfresh)

の𝑗-成分

ҧ𝑥𝑗 ≔
1

𝑛
෍

𝑖=1

𝑛

𝑥𝑖,𝑗

𝒙𝑖
(tsfresh)

∈ ℝ𝑑

3. Shannon エントロピー

ො𝜎𝑗

ҧ𝑥𝑗

−෍

𝑖=1

𝑛

𝑝𝑖,𝑗 log 𝑝𝑖,𝑗

特徴量のスケールに依存. 

ここで, 𝑝𝑖,𝑗は𝑖番目のサンプルの添字𝑗に対応する特徴量の出現確率. 

(𝑗 = 1,… , 𝑑)



出現確率 𝑝𝑖,𝑗 の推定

出現確率 𝑝𝑖,𝑗 は推定する必要がある. 

離散的な特徴量は次で推定: 

Ƹ𝑝𝑖,𝑗 =
(𝑥𝑖,𝑗の出現回数)

𝑛

𝑥𝑖,𝑗 : 𝒙𝑖
(tsfresh)

の𝑗-成分

𝒙𝑖
(tsfresh)

∈ ℝ𝑑

(多項分布に関する最尤推定)

連続的な特徴量は次で推定: 

特徴量データ 𝑥𝑖,𝑗 𝑖=1

𝑛
に基づきカーネル密度推定を行い, 

推定された密度関数 መ𝑓𝑗 ⋅ に基づいて Ƹ𝑝𝑖,𝑗 =
መ𝑓𝑗 𝑥𝑖,𝑗

σ𝑖
መ𝑓𝑗(𝑥𝑖,𝑗)

. 

* 離散化するのでShannon エントロピーはスケール不変. 

(𝑗 = 1,… , 𝑑)



特徴ベクトルの生成

特徴量 𝒙𝑖
(tsfresh)

∈ ℝ𝑑 について, その各特徴量の “散らばり” を測り

“散らばり”が小さいものを優先して特徴量として選択,  

i. e. 𝒙𝑖
(tsfresh)

→ 𝒙𝑖
(feature)

. 

∈

ℝ𝑑

∈

ℝ𝑝 * 𝑑 > 𝑝. 

特徴ベクトル 𝒙𝑖
feature

𝑖=1

𝑛
を用いて多変量解析. 

⇝ LOF. 

(イメージ)

𝑑

𝐿

𝑝

次元
>



テストデータの予測



Trace データの予測結果



3. テストデータを用いて予測

・Wafer データ

Wafer データの予測結果



3. テストデータを用いて予測

・FaultDetectionB データ

Fault B データの予測結果



サブグループB - ②
② 深層学習に基づく方法



Auto Encoder (自己符号化器) 

入力 𝒙(tsfresh) 出力 ෝ𝒙(tsfresh)

入力データの圧縮と再構成をするニューラルネットワーク. 

圧縮 再構成

𝑓(dec)

を最小にするようにパラメータの最適化をする. 

圧縮部分で, 特徴量を抽出する関数 𝑓 enc (⋅), 

再構成部分で, 特徴量からデータ点を復元する関数 𝑓 dec (⋅) 𝑓(enc)

を得る. 

入力 𝒙(tsfresh) と出力 ෝ𝒙(tsfresh) の差

今回は, 正常データのみを学習. 

𝒙 tsfresh − ෝ𝒙 tsfresh 𝟐



実際のモデル / 異常度の定義

入力層: 777ユニット, 

2層目: 256ユニット, 

3層目: 128ユニット, 

4層目: 256ユニット, 

出力層: 777ユニット.  

活性化関数: すべてReLU,  

Optimizer: Adam. 

全結合, 

新規データ点 𝒙𝑎 ∈ ℝ𝑑 の異常度を復元誤差

𝒙𝑎 − 𝑓 dec 𝑓 enc 𝒙𝑎 2

で測る. 

* ChatGPTを用いて構築・スコア算出



異常検知の結果

訓練データ数
（すべて正常）

テストデータ数 AUCスコア

Trace 45
正常 5

異常 50
1.00

Wafer 6302
正常 100 

異常 100
1.00

FaultDetectionB 1000
正常 240

異常 480
1.00



異常検知の結果

適切なしきい値を設定すれば, 完全に異常検知をすることができた.

・異常検知の可視化（Wafer）

0.0350



異常データを用いた有効な特徴量の発見

復元誤差の大きい特徴量

Trace データ
・時系列が変動せず落ち着いた状態の最大値
・値の上位 20 %の範囲での変動の分散

Wafer データ
・時系列が変動せず落ち着いた状態の最大値
・前後一点よりも真に大きい点の個数(スパイク数)

FaultB データ
・自己相関の分散に関する値
・高速フーリエ変換で得たスペクトルの分布の歪み
・スペクトル分布の重心

各特徴量に関する異常度 𝑥𝑎,𝑗 − 𝑓 dec 𝑓 enc 𝒙𝑎
𝑗

2

が大きい特徴量が有効な特徴量とする.

* 復元にかかる誤差



範囲内の分散に違いがあることが分かる.

Trace データの観察

正常データ平均:  1.614 × 10−4 異常データ平均: 2.5790 × 10−3



スパイク数に違いがあることが分かる.

Wafer データの観察

異常データ平均: 50.57正常データ平均: 8.801



FaultDetectionB データの観察

正常データ 異常データ 1

正常データ平均 : 8.801

異常データ平均 : 50.57

時系列データに高速フーリエ変換(FFT)を行い, スペクトルの分布を観察した.

異常データ 2

スペクトルの分布に違いがあることが分かる.



FaultDetectionB データの観察

正常データ平均 : 8.801

異常データ平均 : 50.57

時系列データに高速フーリエ変換(FFT)を行い, スペクトルの分布を観察した.

各ラベルのスペクトルの重心 各ラベルのスペクトルの歪度
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課題 (背景)

機械設備から検出される信号, 時系列データを用いて, その異常を検知したい. 

機械設備はほとんど正常に稼働しており, 異常データは少ない. 

また, 経験のないタイプの異常データも検出したい. 

正常データのみを用いてある時系列データ点が正常か異常かを類別する方法を考える. 

*インフラ設備や製造装置

正常時系列データ
(サイズ𝑛)

正常

異常

判別モデル



Local Outlier Factor (LOF) 
データ𝒟 = 𝒙𝑖 𝑖=1

𝑛 , 𝒙𝑖 ∈ 𝜒, 𝑑 を考える. 

* 距離が入った観測空間

点同士の “近さ” を計算: 

“密度感”の計算: 

“比率”で異常度をスコア: 

reachability distance𝑘(𝒙𝑖 , 𝒙𝑗) ≔ max 𝑘−distance 𝒙𝑗 , 𝑑 𝒙𝑖 , 𝒙𝑗 ,  

𝑘-distance 𝒙𝑖 : データ点𝒙𝑖の𝑘番目に近い点までの距離, 

lrd𝑘 𝒙𝑖 ≔
1

#𝒩𝑘 𝒙𝑖
σ𝒙𝑗∈𝒩𝑘 𝒙𝑖

reachability distance𝑘(𝒙𝑖 , 𝒙𝑗)
−1

.

𝒩𝑘 𝒙𝑖 ≔ 𝒙𝑗 ∈ 𝒟 ∖ 𝒙𝑖 ; 𝒙𝑗は𝒙𝑖に最も近い𝑘個の点. , 

LOF𝑘 𝒙𝑖 =
1

#𝒩𝑘 𝒙𝑖
෍

𝒙𝑗∈𝒩𝑘 𝒙𝑖

lrd𝑘 𝒙𝑗

lrd𝑘 𝒙𝒊
≫ 1なら異常. 



データの説明

今回のワークでは次の3種類のデータを使用する: 

・データセット1

・データセット2

・データセット3

・原子力発電所の計装機器の故障をシミュレートするための人工データセット

・半導体製造装置における異常検知向けの実データセット

・電気機械駆動システムから収集された損傷検知向けのデータセット

・損傷なし（クラス0）を正常, 内部損傷（クラス1）と外部損傷（クラス2）を異常とする.



Auto Encoder での復元誤差が大きい特徴量
Trace データ



Auto Encoder での復元誤差が大きい特徴量
Wafer データ



Auto Encoder での復元誤差が大きい特徴量

FaultDetectionB データ



Trace データで選択された特徴量の例
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